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RESUMO

A pandemia de COVID-19 resultou em milhdes de mortes globalmente, tornando a
compreensao das caracteristicas epidemiolégicas uma prioridade. Nesse cenario,
instituicbes como a Fiocruz forneceram dados fundamentais para analise, e o uso de
técnicas de Aprendizagem de Maquina e Inteligéncia Artificial Explicavel surgiram
como uma estratégia para interpretar padrdes nesses dados. O presente artigo, por
meio de uma abordagem exploratéria quantitativa, apresenta uma analise
comparativa das caracteristicas epidemiolégicas da COVID-19, no periodo de 2020
a 2021. Para tal analise, foi aplicada uma técnica de Inteligéncia Artificial Explicavel,
SHAP, a modelos de Aprendizagem de Maquina. Por fim, foi possivel realizar a
analise proposta e identificar tanto as similaridades quanto as dissimilaridades entre
os periodos estudados.

Palavras-chave: Epidemiologia; COVID-19; Aprendizagem de maquina; Inteligéncia
Artificial Explicavel.

ABSTRACT

The COVID-19 pandemic resulted in millions of deaths globally, making the
understanding of epidemiological characteristics a priority. In this context, institutions
like Fiocruz provided essential data for analysis, and the use of Machine Learning
and Explainable Artificial Intelligence techniques emerged as a strategy to interpret
patterns in these data. This article, through a quantitative exploratory approach,
presents a comparative analysis of the epidemiological characteristics of COVID-19,
from 2020 to 2021. For this analysis, an eXplainable Artificial Intelligence technique,
SHAP, was applied to Machine Learning models. Finally, it was possible to conduct
the proposed analysis and identify both similarities and dissimilarities between the
studied periods.

Keywords: Epidemiology; COVID-19; Machine Learning; eXplainable Atrtificial
Intelligence.



1 INTRODUGAO

A pandemia de COVID-19, causada pelo SARS-CoV-2, que se espalhou
rapidamente desde seu surgimento em dezembro de 2019, resultou em mais de 6
milhdes de mortes em todo o mundo (Cascella et al., 2023). A compreensao das
caracteristicas epidemiolégicas da doenga, como fatores que influenciam a taxa de
transmissao, mortalidade e recuperagao, tornou-se uma prioridade para governos,
pesquisadores e profissionais de saude (Freitas; Barcellos; Villela, 2023), podendo
auxiliar no monitoramento e evolugao da doenca, assim como fornecer indicadores
em saude publica (Klokner et al., 2021).

Durante esse periodo, a Fundagdo Oswaldo Cruz (Fiocruz) desempenhou um
papel fundamental ao fornecer dados epidemioldgicos que serviram como base
primaria para estudos e intervengdes destinadas a abordar varias questdes de
saude publica (Freitas; Barcellos; Villela, 2023). Esses dados, que incluem
informacdes sobre os pacientes e fatores de risco, representam uma fonte para
analises. No entanto, para extrair insights significativos que permitam a tomada de
decisdes podem ser necessarias ferramentas computacionais avangadas (Faceli et
al., 2021).

Nesse contexto, a utilizagdo de técnicas de Aprendizagem de Maquina (AM) e
Inteligéncia Artificial Explicavel, do Inglés Explainable Artificial Intelligence (XAl),
emergiu como uma estratégia promissora para analisar e interpretar padrbes
complexos em dados de setores como a saude (Ali et al., 2023). Entre as
abordagens de XAl, o método Shapley Additive Explanations (SHAP) destaca-se por
sua capacidade de fornecer explicagcbes detalhadas sobre as contribuicdes
individuais de cada caracteristica para a tomada de decisbes de modelos preditivos
(Lundberg; Lee, 2017). Aplicar essa tecnologia ao estudo da COVID-19 pode
possibilitar identificar e entender as caracteristicas epidemiolégicas mais relevantes
que influenciaram a propagacéao e a gravidade da pandemia.

Diante desse cenario, o presente estudo, por meio de uma abordagem
exploratoria quantitativa, objetiva realizar uma analise comparativa das
caracteristicas epidemiologicas da COVID-19, no periodo de 2020 a 2021, utilizando
técnicas de XAl, com foco na aplicacdo do método SHAP. Pretende-se coletar e
realizar uma analise exploratéria dos dados disponiveis, treinar modelos de
classificagdo e, posteriormente, empregar uma analise SHAP para interpretar os
resultados, proporcionando uma compreensdo mais profunda dos fatores
epidemioldgicos que potencialmente contribuiram para o cenario da mortalidade no
estado de Pernambuco, no Brasil.

Este artigo esta organizado em seis se¢des. Na Secao 2, Fundamentagcao
Teodrica, serdao abordados os principais temas que embasam esta pesquisa, como o
contexto da pandemia de COVID-19, conceitos fundamentais de Aprendizagem de
Maquina, com foco no uso de classificadores e métricas de avaliagdo, culminando
na discussao sobre Inteligéncia Artificial Explicavel. A Secédo 3, Trabalhos
Relacionados, explorara a aplicagdo da XAl. Na Sec¢éo 4, Metodologia, sera descrita
a abordagem adotada pelo estudo, detalhando as etapas e técnicas empregadas. A
Secao 5, Experimentos e Resultados, apresentara os testes realizados e suas
respectivas analises. Por fim, a Secdo 6, Conclusdao e Trabalhos Futuros,
apresentara as consideragdes finais da pesquisa e delineara possiveis direcdes para
futuras investigacoes.

Instituto Federal de Pernambuco. Campus Paulista. Curso de Tecnologia em Andlise e
Desenvolvimento de Sistemas. 17 de fevereiro de 2025.



2 FUNDAMENTAGAO TEORICA

2.1 COVID-19

Em Dezembro de 2019, a COVID-19, uma doenga causada pelo virus
SARS-CoV-2, teve seus primeiros casos reportados em Wuhan, uma cidade
localizada na provincia chinesa de Hubei (Cascella et al., 2023). Apés o surto inicial
da doenga, em 30 de Janeiro de 2020, a Organizagdo Mundial da Saude (WHO,
2020) declarou uma emergéncia global.

Posterior a sua rapida disseminacdo ao redor do mundo, em 11 de Margo de
2020, a OMS declara a COVID-19 uma pandemia (Sharma; Ahmad Farouk; Lal,
2021; WHO, 2020). Enquanto isso, no Brasil, o primeiro caso da COVID-19 foi
reportado em 25 de Fevereiro de 2020. O virus se propagou rapidamente, chegando
a mais de 5,4 milhdes de casos confirmados em Outubro do mesmo ano (Marinho et
al., 2021).

Alguns fatores de risco estavam entre os preditores mais prevalentes entre os
pacientes hospitalizados com COVID-19, sdo eles: idade avancada (Guan et al.,
2020) e comorbidades como hipertensdo, doengas cardiovasculares, diabetes,
tabagismo, doenga pulmonar obstrutiva cronica (DPOC), cancer e insuficiéncia renal
(Emami et al., 2020; Klokner et al., 2021), entre outros. Alguns dos citados, tidos
também como variaveis nas bases de dados selecionadas para o desenvolvimento
do atual estudo.

Esses fatores estado ligados diretamente a Epidemiologia da doencga, termo que é
conceituado como:

Ciéncia que estuda o processo saude-doenga em coletividades humanas,
analisando a distribuicao e os fatores determinantes do risco de doencgas,
agravos e eventos associados a saude [...], produzindo informagédo e
conhecimento para apoiar a tomada de decisdo no planejamento,
administracdo e avaliacdo de sistemas, programas, servicos e acgbes de

saude (Rouquayrol; Gurgel, 2018, p. 70-71).

Tal conceito, reforga o fato da analise das caracteristicas epidemiologicas ser
imprescindivel no processo decisorio sobre fatores relacionados a doencas
(Rouquayrol; Gurgel, 2018) como a COVID-19.

2.2 Aprendizagem de Maquina

A Aprendizagem de Maquina, ou Machine Learning em Inglés, pode ser
compreendida como uma das areas da Inteligéncia Artificial que consiste
essencialmente em treinar algoritmos com dados, permitindo que eles fagam
previsbes ou tomem decisbes sem a necessidade de realizar uma programacao
explicita (An et al., 2023).

Em adicdo, é possivel afirmar que essa subarea surgiu motivada pela
necessidade de lidar com o rapido e crescente volume de dados criados nos mais
diversos setores da sociedade (Faceli et al., 2021). Ela permite a melhoria do
desempenho de um sistema por meio de métodos computacionais que envolvem a
experiéncia, existente na forma de dados, visando gerar modelos que podem atuar
bem em novos dados, ndo apenas naqueles utilizados durante o seu processo de
treinamento (Zhou, 2021).

Nesse sentido, os algoritmos de Aprendizagem de Maquina sao constantemente
utilizados em tarefas distintas (Faceli et al., 2021), desempenhando atividades em
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variadas areas e setores. Isso também inclui atividades voltadas ao setor de saude
(Ulrichsen et al., 2022), como analises preditivas, diagndstico de doencas e suporte
a decisdes clinicas (Kumar et al., 2023; An et al., 2023).

Além disso, o setor de saude tem cada vez mais se mostrado como um dos mais
interessados em fazer uso dos beneficios de novas tecnologias, como a Inteligéncia
Artificial e Aprendizagem de Maquina (Albahri et al., 2023; Kumar et al., 2023).
Especialmente com a tendéncia crescente do volume de dados disponiveis no setor,
€ notavel o potencial de modelos de Inteligéncia Artificial e Aprendizagem de
Maquina em uma variedade de aplicagdes na area (Jia, 2023).

2.3 Classificadores

Os algoritmos de AM podem ser categorizados de diversas formas, de modo
geral podem ser categorizados em grandes grupos como aprendizado
supervisionado, aprendizado n&o supervisionado, aprendizado semi-supervisionado
e outros (Woodman; Mangoni, 2023), cada um com suas proprias caracteristicas e
especificidades.

No aprendizado supervisionado, o algoritmo é treinado a partir de um conjunto
de dados rotulados, onde cada entrada € acompanhada por uma saida esperada
(Woodman; Mangoni, 2023). Nesse caso, quando o processo de treinamento de um
algoritmo é executado de forma bem-sucedida, o algoritmo deve ser capaz de
realizar predicbes adequadas a novas amostras de dados (Sidey-Gibbons, 2019).
Vale ressaltar que as aplicagbes mais comuns dos algoritmos de aprendizado
supervisionado englobam tarefas como classificacao e regresséo (Sarker, 2021).

Em geral, esses algoritmos consistem em desenvolver uma funcédo capaz de
estimar um valor resultante com base em dados de entrada (Sarker, 2021). E
possivel afirmar que a principal diferengca entre as tarefas de classificacédo e
regressdo € o resultado obtido a partir das fungdes desenvolvidas, sendo os
resultados obtidos a partir das fungbes de regressdo valores continuos e nas
funcdes de classificacado valores discretos, por vezes referidos como classes, como
no caso da base de dados utilizada neste estudo. Os modelos que sao capazes de
produzir esses valores discretos ou classes, sdo aqueles chamados de
classificadores (Sidey-Gibbons, 2019).

Embora alguns algoritmos de AM possuam construgbes que permitam sua
utilizacdo em atividades de regressao e classificagado, a exemplo do Support Vector
Machine (Cervantes et al., 2019) e da Arvore de Decisdo (Kushwah, 2021), no
presente artigo esses algoritmos devem ser considerados unicamente como
classificadores.

2.4 Métricas

A avaliagdo do desempenho preditivo dos classificadores € uma questao
relevante para avaliar os resultados do processo de classificagdo (Vanacore;
Pellegrino; Ciardelli, 2022). Nesse contexto, faz-se necessario o uso de métricas de
avaliacdo de desempenho.

As métricas mais amplamente empregadas sao aquelas baseadas na Matriz de
Confusdo (Vanacore; Pellegrino; Ciardelli, 2022), uma combinag&o dos resultados
das classificagdes com quatro atributos principais que apresentam os dados do
resultado (Uddin et al., 2022). Numa matriz, levando em consideragdo uma tarefa de
classificagdo binaria, as instdncias de dados sao normalmente previstas como
positivas ou negativas (Rainio; Teuho; Klén, 2024). Por exemplo, caso o resultado da
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classificagao seja previsto como 1 e o valor verdadeiro for igual a 1, o resultado é
considerado verdadeiro positivo (VP). O mesmo ocorre para o valor 0, sendo
considerado verdadeiro negativo (VN). Ademais, se o resultado da previsao for 1 e o
valor verdadeiro for igual a 0, o resultado é classificado como falso positivo (FP), e o
inverso é chamado de falso negativo (FN) (Uddin et al., 2022), como apresentado na
Figura 1.

Figura 1 — Exemplo de Matriz de Confusao
Valor Real

1 Falso Positivo

(FP)

0 Falso Negativo
(FN)

Valor Predito

Fonte: Adaptado de Uddin et al. (2022), pelos autores

Em relagcdo as métricas, a Acuracia, Recall, Preciséo e F1 Score, com férmulas
listadas na Tabela 1, estdo entre as mais comumente utilizadas (Vanacore;
Pellegrino; Ciardelli, 2022). A Acuracia avalia o desempenho geral do classificador,
considerando toda a matriz de confusdo, enquanto Recall, Precisdo e F1 Score
estdo concentradas no desempenho de uma classe (Vanacore; Pellegrino; Ciardelli,
2022). Recall e Precisao sao frequentemente analisadas em conjunto, sendo o F1
Score sua média harménica (Rainio; Teuho; Klén, 2024).

Tabela 1 — Descricao das formulas das métricas

Métrica Férmula
Acuracia VP +VN
VP+VN+ FP+ FN
Precisao _vr
VP + FP
Recall _vr
VP + FN
F1 SCOfG 2 * Precisdo * Recall

Precisdo + Recall

Fonte: Elaborada pelos autores (2024)

2.5 Inteligéncia Artificial Explicavel

No contexto da saude, os algoritmos de |A podem ajudar médicos na leitura e
andlise de relatérios escritos por patologistas, radiologistas e muito mais (Hulsen,
2023). Porém, existe um risco de uso dos mesmos nessa area (Hulsen et al., 2022)
devido ao problema da “caixa preta”, que refere-se a dificuldade de um sistema em
oferecer uma explicacéo razoavel de como chegou a uma deciséo (Ali et al., 2023).
Tal dificuldade torna a capacidade de explicacdo dos modelos limitada e acaba
reduzindo a confianga de médicos e pacientes neles (Hulsen et al., 2022).
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Um dos caminhos para a transparéncia da IA é a XAl, que tem como principal
objetivo obter modelos interpretaveis por humanos, especialmente para aplicagbes
em setores sensiveis, como o de saude, ja que os especialistas no dominio
precisam de ajuda para resolver problemas com mais eficiéncia. Sua explicabilidade
expressa o que esta ocorrendo no modelo, fornecendo uma explicagéo legivel sobre
a decisao do mesmo (Ali et al., 2023).

Nesse sentido, a Shapley Additive Explanations, considerada uma técnica de IA
Explicavel (Ali et al., 2023), foi proposta em fungdo de ajudar usuarios na
interpretacdo dos resultados dos modelos (Lundberg; Lee, 2017). Com a SHAP é
possivel analisar visualmente os atributos de mais influéncia nas predi¢cdes (Liu et
al., 2024), atribuindo a cada caracteristica um valor de importancia (Lundberg; Lee,
2017).

3 TRABALHOS RELACIONADOS

A Inteligéncia Artificial Explicavel tem sido aplicada em diversos campos para
fornecer interpretacbes claras e compreensiveis dos resultados gerados por
modelos de Inteligéncia Artificial. Nesta seg¢do, sado explorados trabalhos anteriores
que abordaram temas semelhantes ao deste estudo, sendo possivel observar as
contribuicdes do uso da AM e técnicas de XAl em diversos cenarios, incluindo
estudos relacionados a COVID-19.

Em relacdo a previsdo de doencas, pode-se destacar o trabalho de Liu et al.
(2024), que propde modelos de previsdo de risco para Doengas Vasculares
Periféricas (DVP) em pacientes com Diabetes Mellitus 2. Além da previsao, o estudo
realizou uma analise dos fatores de risco para DVP utilizando o método SHAP,
também utilizado no presente artigo.

Similarmente, Romano et al. (2024) investigaram a influéncia da poluicdo do ar e
de fatores socioecondmicos na mortalidade por céncer respiratério na Italia. O
estudo analisa a associagcdo entre esses fatores e a taxa de mortalidade
padronizada (SMR) por cancer respiratério. Treze algoritmos de AM diferentes séo
avaliados, e o estudo também aplica SHAP para interpretar os resultados e auxiliar
na identificacdo dos fatores mais importantes na previsao da SMR.

No contexto da COVID-19, no estudo realizado por Rodrigues; Kreutz (2022), o
foco esta na utilizagdo de um conjunto de dados aberto do estado do Rio Grande do
Sul, Brasil, para o desenvolvimento de um modelo preditor para classificar o risco de
obito por COVID-19. Embora também ocorra o desenvolvimento de preditores com
essa finalidade, o estudo nado utiliza XAl para tornar os resultados mais
interpretaveis.

Debjit et al. (2022) também abordam a previsdo de COVID-19, mas com um
conjunto de dados diferente. O estudo utiliza um conjunto de dados disponivel
publicamente com informagdes sobre pacientes com COVID-19 e aplica técnicas de
otimizacdo de hiperparametros para aprimorar a precisdo dos modelos de
aprendizado de maquina. O artigo compara o desempenho de diversos algoritmos e
também utiliza SHAP para analisar a importadncia das variaveis na previsao.
Contudo, o foco do estudo é a previsdo da positividade para COVID-19, e néo a
previsdo da evolucdo do paciente, como no presente estudo.

Em outro estudo relacionado ao periodo da pandemia, Lee (2022) investiga as
mudang¢as no comportamento de uso do transporte publico durante a pandemia de
COVID-19. O autor utiliza dados de cartdes inteligentes de Seul, Coreia, e aplica o
modelo XGBoost para analisar as escolhas de uso do transporte publico. A técnica
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SHAP também é aplicada para interpretar os resultados e entender os fatores que
influenciaram as mudancgas de comportamento.

Por fim, Fonseca et al. (2023) apresentam um modelo de aprendizado profundo
para classificar mosquitos transmissores de doengas com base em sinais de audio.
Os autores utilizam uma rede neural convolucional e espectrogramas de audio para
treinar o modelo. O estudo também utiliza SHAP para interpretar as decisdes do
modelo, além de entender quais caracteristicas do audio sao mais relevantes para a
classificagao.

Em suma, os trabalhos explorados apresentam similaridades com este estudo,
como a aplicacdo de AM na area da saude e o uso de técnicas de XAl. Contudo,
cada estudo possui suas particularidades, como o conjunto de dados utilizado e os
métodos de AM empregados.

4 METODOLOGIA

O presente estudo adota uma abordagem de pesquisa exploratéria quantitativa.
O método principal utilizado € a analise dos resultados dos modelos classificadores
por meio da técnica SHAP para extrair conhecimento sobre as relagdes entre
caracteristicas epidemiolégicas da COVID-19.

A pesquisa exploratéria pode ser considerada uma especializagao da exploragao
de informacdes, uma classe mais ampla de atividades em que novas informacdes
sdo buscadas em uma area conceitual definida (White et al., 2008). O
desenvolvimento e a execugao da investigacdo foram conduzidos conforme o fluxo
metodoldgico ilustrado na Figura 2. As subsec¢des seguintes descrevem em mais
detalhes os elementos deste fluxograma.

Figura 2 — Fluxograma metodoldgico realizado neste estudo

Analise Pré Separacao dos
Base de Dados Exploratéria dos Conjuntos de
processamento
Dados Dados

Otimizac&o de
Hiperpardmetros

Balanceamento

de Classes

Avaliacdo dos
Resultados dos
Modelos

Construcéo dos
Modelos de
Aprendizagem de

Maquina

Avaliacao dos Selecao dos Analise

Shapley Additive

Modelos em 30 Modelos a partir 5
Explanation

Execucdes dos Resultados

Comparativa das
Caracteristicas

Fonte: Elaborada pelos autores (2024)

4.1 Base de dados

Os dados presentes nestas bases de dados, disponibilizadas pela Fundacao
Oswaldo Cruz, sédo resultantes de coletas de dados da evolucdo de pacientes
internados com COVID-19 realizadas pela instituicio em trés periodos distintos
durante a pandemia: margo a outubro de 2020, outubro de 2020 a janeiro de 2021 e
fevereiro a outubro de 2021.
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O conjunto das trés bases de dados possui um total de 107.716 amostras. Todas

as variaveis sao categoricas e representantes de aspectos dos pacientes, conforme
a Tabela 2. As caracteristicas incluem mas n&o se limitam a raga e sexo, presenga
de algumas das comorbidades consideradas fatores de risco para a COVID-19
(Cascella et al., 2023), segmentacéo geografica e faixa etaria.

Tabela 2 — Descricdo da base de dados

N° Nome das variaveis Descrigao Valores
1 DATA ATUALIZAGAQ Data de atualizagao da /. i o) temporal
evolucao do paciente
> DATADA Data de notificagao da Variavel temporal
NOTIFICACAO doenca P
0 - MASCULINO; 1-
3 SEXO , Sexo da pessoa FEMININO; 2- IGNORADO
4 PRO_SAUDE Profissional de Saude (-1) NaN; 0- Sim; 1- Nao
5 GESTANTE Se a pessoa é gestante (-1) NaN; 0- Nao; 1- Sim
6 VACINADO Se a pessoa foi vacinada (-1) NaN; 0- Nao; 1- Sim
(-1) NaN; 0- Parda R1; 1-
Branca; 2- Ignorado; 3- Preta
7 RACA Raca da pessoa R2: 4- Amarela R3: 5-
Indigena R4 ]
EVOLUCAO Se o paciente conseguiu se (’—1.) NaN; 0- Obito; 1- Nao
recuperar obito
INTERNADO Se o paciente foi internado  (-1) NaN; 0- Sim; 1- Nao
10 REGIAO Se o paciente mora no 1- Interior; 2- RMR
interior ou na RMR
1- (0,9] F1; 2- (9,17] F2; 3-
11 FAIXA_ETARIA Faixa de idade do paciente (17,39]; 4- (39,65] F3; 5-
(65,75] F4; 6- (75,INF) F5
12 FEBRE Se o paciente teve febre 1- NAO; 2- SIM
13 TOSSE Se o paciente teve tosse 1- NAO; 2- SIM
14 DISPNEIA Se o paciente teve dispneia 1- NAO; 2- SIM
DESCONFORTO_RE Se o paciente teve X .
15 SPIRATORIO desconforto respiratorio |~ VAO: 2- SIM
16 APERTO_TORACIC Se [ _pamente teve aperto 1-NAO: 2- SIM
O toracico
17 SATURACAQ_O2 oo 0 paciente teve 1- NAO; 2- SIM
Saturacao 02
18 VASCULARES Se o paciente tem Doencas 4 nzo. 2. sim
cardiacas
19 DIABETES Se o Paciente tem Diabetes 1- NAO; 2- SIM
D_RESPIRACAO_CRSe o paciente tem Doencgas X .
20 ONICA de RESPIRACAO CRONICA1' NAG; 2- SIM
21 OBESIDADE Se o paciente é obeso 1- NAO; 2- SIM
22 HAS Se o paciente tem HAS 1- NAO; 2- SIM
23 TABAGISTA Se o paciente é Tabagista 1- NAO: 2- SIM

Instituto Federal de Pernambuco.

Fonte: Elaborada pelos autores (2024)
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Vale pontuar que a divisdo da base de dados em trés periodos foi realizada para
considerar diferentes variantes do SARS-CoV-2 (Cascella et al., 2023) ao longo do
tempo. Dessa forma, pode ser possivel avaliar se determinados padrées observados
nos dados estdo associados a caracteristicas especificas das variantes em
circulagao.

4.2 Processamento de dados

Na etapa de processamento, primeiramente, foi realizada uma analise
exploratéria dos dados para identificar valores ausentes, duplicados ou
desbalanceamento entre as classes. Para tal anadlise, foi utilizada a ferramenta
Pandas Profiling, que detalha as informagdes sobre uma base de dados analisada. A
analise revelou uma quantidade consideravel de valores faltantes e linhas
duplicadas. Com base nisso, as linhas duplicadas foram removidas.

Além disso, ocorreu uma analise de componentes principais (PCA, na sigla do
inglés Principal Component Analysis) com o intuito de identificar padrées nos dados.
No entanto, a PCA nao se mostrou relevante para a separagado dos grupos, uma vez
que nao foi observada uma diferenciagcdo satisfatéria entre os componentes
principais gerados.

Ademais, conforme demonstrado anteriormente na Tabela 2, as bases de dados
inicialmente continham variaveis temporais, como a data de atualizagao e a data de
notificagdo, que foram consideradas irrelevantes e, portanto, foram removidas. Além
disso, as variaveis VACINADO, GESTANTE, RACA e PRO_SAUDE foram excluidas
devido a presenca de diversos dados faltantes. No total, as bases de dados
continham 23 caracteristicas, e a remogao dessas variaveis permitiu concentrar a
analise nas 17 caracteristicas restantes, conforme apresentado na Tabela 3.

Tabela 3 — Descrigao da base de dados apds remocgao de variaveis

N° Nome das variaveis
SEXO

EVOLUCAO

INTERNADO

REGIAO

FAIXA ETARIA

FEBRE

TOSSE

DISPNEIA
DESCONFORTO RESPIRATORIO
10 APERTO_TORACICO

11 SATURACAO_O2

12 VASCULARES

13 DIABETES

14 D_RESPIRACAO_CRONICA
15 OBESIDADE

16 HAS

17 TABAGISTA

O©CoOoO~NOOOGPRWN -

Fonte: Elaborada pelos autores (2024)
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Posterior a selecao das variaveis fundamentais para o estudo, foi preciso fazer a
separagao dos conjuntos para treinamento e teste. Para esse processo, foi
importada a funcéo train_test_split da biblioteca Scikit-Learn. Essa biblioteca fornece
metodologias diretas e eficazes para tarefas incluindo, mas nao se limitando a,
classificagdo, regressdo, agrupamento, reducdo de dimensionalidade, selegdo de
modelos e pré-processamento (lgual, 2017). Foi definido o tamanho do conjunto de
testes como 20% e passado o parametro random_state com o valor O para garantir a
reprodutibilidade e consisténcia dos resultados.

Apds os primeiros resultados da classificagcéo, foi necessaria uma nova etapa de
processamento de dados, onde empregou-se a técnica de undersampling aleatoério
(Random Undersampling) com o random_state definido como 0 através da biblioteca
Scikit-Learn. O undersampling consiste em remover aleatoriamente exemplos da
classe majoritaria para equilibrar a distribuicdo entre as classes. Desse modo,
permite-se o aprimoramento da capacidade de generalizagdo do modelo, priorizando
a utilizacdo de dados reais e evitando a geragao de dados sintéticos pela natureza
do problema, que envolve questdes de saude.

No processo de otimizacdo de hiperparametros, para avaliar o desempenho do
modelo em dados nao vistos durante o treinamento, foi implementado um conjunto
de validacdo. Utilizando o ftrain _test split com o random state = 0, ocorreu a
subdivisdo do conjunto de treinamento em treinamento e validagdo, que recebeu
20% do conjunto de treinamento, garantindo uma avaliagdo do modelo antes da
aplicagao no conjunto de testes.

4.3 Classificacao

Em relagdo ao processo de classificagdo binaria realizado, foram utilizadas
bibliotecas da linguagem de programacao Python essenciais ao lidar com dados,
com destaque para a biblioteca Scikit-Learn. Nesse sentido, apds a execugao da
andlise e do processamento dos dados, foram definidos os algoritmos
classificadores a serem utilizados. Ao final deste processo de definicdo foram
apontados 7 classificadores, sendo eles:
a) Support Vector Machine (SVM): Representa uma ferramenta potente na
classificagdo de dados e tem se mostrado eficaz para enfrentar varios desafios do
mundo real (Cervantes et al., 2019).
b) Regressao Logistica: Apesar do seu nome incluir o termo “regressao”, o algoritmo
de regresséo logistica funciona como um classificador (Zhou, 2021).
c) K-nearest neighbors (KNN): O algoritmo KNN é um dos mais frequentemente
utilizados, especialmente pela sua boa acuracia e simplicidade (Faceli et al., 2021).
d) Rede Neural Artificial (RNA): As Redes Neurais Artificiais sdo algoritmos que
simulam o processo de aprendizagem de seres vivos (Pauli; Kleina; Bonat, 2021).
e) XGBoost: Esse algoritmo notoriamente conquistou amplo reconhecimento em
competigdes, bem como em casos de uso reais (Chen; Guestrin, 2016).
f) Random Forest: O Random Forest € um algoritmo de aprendizado em conjunto
(ensemble) de arvores de decisao (Schonlau; Zou, 2020).
g) Arvore De Decisdo: As arvores sdo amplamente reconhecidas por permitirem uma
melhor visdo de seu desempenho, assim como pela sua precisao na classificacao
(Jijo; Abdulazeez, 2021).

Escolhidos os classificadores, deu-se inicio a constru¢ao dos modelos, definindo
o parametro random_state = 0 para garantir a reprodutibilidade, sem modificar os
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demais parametros. Para esse processo e para a avaliacdo dos modelos, foram
utilizados métodos da biblioteca Scikit-Learn' na versao 1.3.2.

Com base nos resultados iniciais da classificacdo, foi realizada a otimizagcao de
hiperparametros dos modelos com o parametro random_state = 0, utilizando os
dados apds o balanceamento de classes e separagédo dos conjuntos de treinamento
e validagdo. Para a otimizagdo, foi utilizada a biblioteca Optuna?, que permite
construir dinamicamente os espagos de busca dos hiperparametros (Akiba et al.,
2019). Em posse dos melhores hiperparametros, ocorreu a avaliagdo dos modelos
sem random_state fixo em 30 execugdes de treino e teste, sendo selecionados os
modelos com os melhores resultados para cada periodo.

4.4 Shapley Additive Explanations

Diante dos classificadores selecionados na etapa anterior, foi aplicada a técnica
SHAP, tendo em vista a sua capacidade de auxiliar na interpretacdo dos resultados
dos modelos devido a interpretabilidade desses serem, por vezes, limitadas (Hulsen
et al., 2022).

A partir da utilizacdo da técnica, através da biblioteca Shap, também da
linguagem de programacgao Python, foram gerados e apresentados os graficos
resultantes das analises aplicadas aos modelos selecionados anteriormente.

Por fim, tornou-se possivel analisar comparativamente as diferentes
caracteristicas epidemiologicas da COVID-19, visualizando, de forma clara, quais
caracteristicas apresentaram maior influéncia positiva ou negativa no resultado final
das classificagées. Em seguida, foram realizadas analises para explorar e quantificar
as diferengas nas contribuicbes das variaveis entre os periodos estudados, ou seja,
entre as trés bases de dados.

5 EXPERIMENTOS E RESULTADOS

Apos a analise exploratéria e o processamento dos dados, mediante os
classificadores citados, foram realizados experimentos iniciais com o processo de
treinamento e testagem dos modelos. Posteriormente, utilizando métricas
comumente aplicadas na avaliagdo de modelos como Acuracia, F1 Score, assim
como a Matriz de Confusado (Vanacore; Pellegrino; Ciardelli, 2022), foi realizado o
processo de analise do desempenho dos classificadores para os resultados dos
conjuntos de dados de treinamento e teste de cada periodo representado pelas
bases de dados, tendo sido ao final considerados os resultados do conjunto de
testes, conforme representado nas tabelas: Tabela 4, Tabela 5 e Tabela 6.

"Mais informagdes sobre o Scikit-Learn: https://scikit-learn.org/stable
2Mais informacdes sobre a Optuna: https://optuna.org/
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Tabela 4 — Métricas dos classificadores em teste - Margo a outubro de 2020

F1 Score F1 Score

Classificador Acuracia (Classe 0) (Classe 1) Matriz de Confusao
Support Vector Machine [ 720 1970]
(SVM) 0.76 0,38 0.85 [ 398 6964]

- _y 0.75 [ 949 1741]
Regressao Logistica 0,43 0,84 [ 792 6570]
K-nearest neighbors [1079 1611]
(KNN) 0.74 0.45 0.83 [1045 6317]
Rede Neural Artificial [1155 1535]
(RNA) 0.77 0,49 0.85 [ 825 6537]

[1081 1609]
XGBoost 0,77 0,48 0,85 [ 752 6610]
[1082 1608]
Random Forest 0,75 0,47 0,84 [ 857 6505]
. s [1185 1505]
Arvore De Decisao 0,75 0,48 0,83 11055 6307]

Fonte: Elaborada pelos autores (2024)

Tabela 5 — Métricas dos classificadores em teste - Outubro de 2020 a Janeiro de

2021
Classificador Acuréacia (E}agggrg) (E}agggqe) Matriz de Confuséo

(SSU\F/JI\F;IC))rt Vector Machine 0.73 0,42 0,82 { ?:)1421 1557605]]
Regresséo Logistica 0,72 0,48 0,81 ES?Z 1448555]]
;(ka?\]a\)rest neighbors 0.69 0.45 0.78 {2;113 153?91é]
(RReSX)Neural Avrtificial 0.73 0,50 0,81 { ggg 144762§]
XGBoost 0,71 0,47 0,80 [321 491]

’ ’ ’ [ 222 1447]
Random Forest 0,70 0,48 0,79 {2‘;2 143790‘2]
Arvore De Decis&o 0,67 0,48 0,76 { 2;2 14239561]

Fonte: Elaborada pelos autores (2024)
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Tabela 6 — Métricas dos classificadores em teste - Fevereiro a outubro de 2021

F1 Score F1 Score

(Classe 0) (Classe 1) Matriz de Confusao

Classificador Acuracia

(SSU\F/)I\SI?H Vector Machine 0,74 0.41 0,83 [[ ?;:1310 1572225]]
Regressao Logistica 0,74 0,46 0,83 [[ 95(5 15%311]]
;(K-ae;\la)rest neighbors 0,70 0.44 0,80 [[ %1% 14575172]]
I(?;S;Neural Avrtificial 0,74 0.49 0,83 [[1 2(2)8 1322}
XGBoost 0,74 0,47 0,83 [[ o 1555073;]]
Random Forest 0,73 0,47 0,82 [[ %5595 159%%]]
Arvore De Decis&o 0,72 0,48 0,81 [[1 oo 1‘7‘;3}

Fonte: Elaborada pelos autores (2024)

Embora ndo tenham sido identificados indicios de overfitting, ou seja, de um
desempenho significativamente superior no conjunto de treinamento em relagéo ao
de teste, os resultados obtidos indicaram um enviesamento em relagdo a classe 1, o
que resultou em prejuizo & representacdo da classe 0, representante de Obito.
Diante desse cenario, tornou-se necessario realizar experimentos adicionais. Apds
uma analise, a abordagem definida com base nos resultados obtidos foi
undersampling, uma estratégia para balanceamento de classes.

Ademais, buscando melhorar os resultados dos classificadores, foi implementada
a otimizacdo dos hiperparametros utilizando a biblioteca Optuna. Essa técnica
permitiu explorar o espaco de hiperparametros, conforme o Apéndice A.

Com os hiperparametros escolhidos apds a otimizagdo, os modelos foram
avaliados com inicializacao aleatéria, por meio de 30 execugdes consecutivas de
treinamento e teste, coletando as métricas de acuracia, matriz de confusdo e F1
Score para a classe 0 e classe 1 em teste. Ao final, para cada modelo, foram
geradas as médias e os desvios padrdes das métricas de acuracia e F1 Score para
ambas as classes. Tendo em vista que os desvios padrdes apresentaram valores
inferiores a 0,00, foram consideradas apenas as médias das métricas, conforme
Tabela 7, Tabela 8 e Tabela 9.
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Tabela 7 — Média das métricas dos classificadores em teste - Marco a outubro de
2020

e Média da Média do F1 Score  Média do F1 Score
Classificador

Acuracia (classe 0) (classe 1)

Support Vector Machine

(SVM) 0,54 0,27 0,66
Regressao Logistica 0,72 0,72 0,71
K-nearest neighbors

(KNN) 0,72 0,74 0,70
Rede Neural Artificial

(RNA) 0,73 0,75 0,71
XGBoost 0,73 0,74 0,71
Random Forest 0,73 0,75 0,71
Arvore De Decisdo 0,72 0,74 0,70

Fonte: Elaborada pelos autores (2024)

Tabela 8 — Média das métricas dos classificadores em teste - Outubro de 2020 a
Janeiro de 2021

- Média da Média do F1 Score Média do F1 Score
Classificador

Acuracia (classe 0) (classe 1)

Support Vector Machine

(SVM) 0,70 0,72 0,67
Regresséao Logistica 0,68 0,69 0,67
K-nearest neighbors

(KNN) 0,67 0,69 0,65
Rede Neural Artificial

(RNA) 0,69 0,70 0,67
XGBoost 0,69 0,70 0,67
Random Forest 0,69 0,71 0,67
Arvore De Deciso 0,66 0,67 0,64

Fonte: Elaborada pelos autores (2024)
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Tabela 9 — Média das métricas dos classificadores em teste - Fevereiro a outubro de

2021
Classificador Média da Média do F1 Score Média do F1 Score
Acuracia (classe 0) (classe 1)

Support Vector Machine

(SVM) 0,68 0,67 0,70
Regressao Logistica 0,69 0,68 0,69
K-nearest neighbors

(KNN) 0,67 0,67 0,67
Rede Neural Artificial

(RNA) 0,69 0,69 0,69
XGBoost 0,70 0,70 0,70
Random Forest 0,69 0,69 0,69
Arvore De Decisdo 0,70 0,69 0,70

Fonte: Elaborada pelos autores (2024)

Em posse desses resultados, foi possivel realizar a selegdo dos modelos, sendo
escolhidos apenas os dois modelos com os melhores resultados para cada base de
dados levando em consideragao especialmente as médias das métricas de acuracia
e F1 Score para as classes 0 e 1, respectivamente, no conjunto de testes. Os
modelos selecionados para a continuidade da analise, seguindo para a realizagao da
SHAP, encontram-se indicados na Tabela 10.

Tabela 10 — Classificadores selecionados para a realizagao da SHAP

Periodo Classificadores
Margo a outubro de 2020 Random Forest; Rede Neural Artificial (RNA)
Outubro de 2020 a janeiro de 2021 Random Forest; Support Vector Machine (SVM)
Fevereiro a outubro de 2021 Arvore de Decisdo; XGBoost

Fonte: Elaborada pelos autores (2024)

Vale ressaltar que no periodo de fevereiro a outubro de 2021 o XGBoost foi
configurado com os hiperparametros learning rate=0,2473364407802898,
max_depth=3 e subsample=0,8959573157740724, enquanto a Arvore de Deciso foi
configurada com os hiperpardmetros max_depth=8, min_samples_split=16,
min_samples_leaf=4. Em outubro de 2020 a janeiro de 2021, o Random Forest foi
iniciado com 0s hiperparametros n_estimators=114, max_depth=10,
min_samples_split=11, enquanto o SVM foi utilizado com os hiperparametros
C=9,979157445198476, kernel="rbf', max_iter=9300. Por fim, de margo a outubro de
2020, a Rede Neural Atrtificial foi configurada com hidden layer sizes=(50, 50),
alpha=5,850528889632702e-05, learning_rate init=0,00019715551635249314, ja a
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Random Forest teve seus hiperparametros ajustados para n_estimators=215,
max_depth=12, min_samples_split=19.

Finalmente, foi realizada uma analise detalhada com o uso do método SHAP
para interpretar a importancia das variaveis nos modelos selecionados. Nas figuras
abaixo sdo apresentados os graficos resultantes das analises SHAP aplicadas aos
modelos selecionados. As Figuras 3, 4, 5, 6, 7 e 8 ilustram como cada variavel
contribuiu para a tomada de decisao dos classificadores, permitindo a compreensao
do comportamento dos modelos em cada periodo representado pelas bases de
dados.

Figura 3 — SHAP: RNA em marc¢o a outubro de 2020
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Fonte: Elaborada pelos autores (2024)

Figura 4 — SHAP: Random Forest em margo a outubro de 2020
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Fonte: Elaborada pelos autores (2024)
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Figura 5 — SHAP: Random Forest em outubro de 2020 a janeiro de 2021
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Fonte: Elaborada pelos autores (2024)
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Figura 6 — SHAP: SVM em outubro de 2020 a janeiro de 2021
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Fonte: Elaborada pelos autores (2024)

Figura 7 — SHAP: Arvore de Decisdo em fevereiro de 2021 a outubro de 2021
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Figura 8 — SHAP: XGBoost em fevereiro de 2021 a outubro de 2021
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A partir da analise das figuras & possivel observar tanto similaridades quanto
dissimilaridades nos resultados da técnica SHAP. No periodo entre margo e outubro
de 2020, considerando os modelos de Random Forest e RNA, as seis variaveis que
mais influenciaram a tomada de decisdo para ambos o0s modelos foram
FAIXA_ETARIA, SATURACAO_O2, VASCULARES, DISPNEIA, DIABETES e
TOSSE.

Entre outubro de 2020 e janeiro de 2021, considerando os modelos de Random
Forest e SVM, as variaveis com maior impacto foram FAIXA_ ETARIA, FEBRE,
TOSSE, DESCONFORTO_RESPIRATORIO, APERTO_TORACICO e
VASCULARES.

No periodo de fevereiro a outubro de 2021, considerando os modelos de Arvore
de Decisaéto e  XGBoost, as variaveis FAIXA_ETARIA, TOSSE,
DESCONFORTO_RESPIRATORIO e OBESIDADE estiveram entre as seis mais
relevantes para os dois modelos analisados. Contudo, ao comparar os resultados da
analise SHAP para os modelos, observou-se uma diferenga: na Arvore de Decis3o,
as variaveis SATURACAO_O2 e DIABETES foram incluidas entre as mais
importantes, enquanto no XGBoost, as variaveis FEBRE e VASCULARES ocuparam
as posicoes.

E possivel observar que algumas varidveis mantiveram seu impacto.
FAIXA_ETARIA e TOSSE foram consistentes em todos os periodos, evidenciando
seu impacto na tomada de decisdo dos modelos. Nota-se que a FAIXA _ETARIA foi a
variavel que mais contribuiu para a tomada de decisdo em todos os modelos e
periodos. Além disso, VASCULARES apresentou relevancia nos dois primeiros
periodos (margo a outubro de 2020 e outubro de 2020 a janeiro de 2021) e
exclusivamente no modelo XGBoost em fevereiro a outubro de 2021, enquanto
DESCONFORTO_RESPIRATORIO apareceu como variavel importante em dois
periodos consecutivos (outubro de 2020 a janeiro de 2021 e fevereiro de 2021 a
outubro de 2021).

Por outro lado, SATURACAO_O2 foi relevante apenas no periodo de margo a
outubro de 2020 e, posteriormente, de forma exclusiva no modelo de Arvore de
Decisao em fevereiro de 2021 a outubro de 2021. Embora a FEBRE tenha figurado
como relevante no XGBoost em fevereiro de 2021 a outubro de 2021, essa variavel
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e APERTO_TORACICO emergiram como variaveis importantes somente no periodo
de outubro de 2020 a janeiro de 2021, enquanto OBESIDADE esteve presente entre
as 6 variaveis mais relevantes apenas no periodo de fevereiro a outubro de 2021.
Além disso, apenas no periodo de marco a outubro de 2020, a variavel DISPNEIA foi
identificada entre as mais relevantes. Neste mesmo periodo e exclusivamente no
modelo de Arvore de Decisdo em fevereiro a outubro de 2021, a variavel DIABETES
foi identificada como uma das seis variaveis de maior importancia.

Por fim, vale ressaltar que os dois classificadores selecionados em cada periodo
apresentam boa coeréncia quanto aos seis primeiros atributos apontados pela SHAP
como os mais influentes no processo de classificagao, sugerindo que esses atributos
desempenham um papel relevante na predicdo, reforcando sua importancia nos
resultados analisados.

6 CONCLUSAO E TRABALHOS FUTUROS

Neste estudo, inicialmente foi realizada a coleta e analise exploratéria dos dados,
seguindo para o treinamento de modelos de classificagdo. Ao analisar os primeiros
resultados obtidos das métricas de Acuracia, F1 Score e da Matriz de Confuséo,
observou-se um viés em relacéo a classe 1, representando Nao Obito.

Para mitigar esse viés, apdés uma analise, adotou-se uma técnica de
balanceamento de classes, a undersampling, que permitiu a melhoria do
desempenho preditivo para a classe de Obito. Adicionalmente, apés a realizagdo de
uma otimizacado de hiperparametros, foi possivel a realizagdo de 30 execugdes de
treino e teste dos modelos, obtendo as métricas em cada execugdo. Apos isso,
foram geradas as médias e os desvios padrdes dos resultados. A analise das
médias das meétricas possibilitou a avaliagdo e escolha dos modelos que seguiram
para a SHAP.

Além disso, a SHAP possibilitou identificar as seis variaveis mais influentes nos
processos decisorios dos modelos em cada periodo analisado, permitindo a
realizacdo da analise de similaridades e dissimilaridades nos resultados. Desse
modo, o objetivo do presente estudo foi alcangado com a realizacdo de uma analise
comparativa das caracteristicas epidemiolégicas da COVID-19 no periodo de 2020 a
2021 utilizando o método SHAP, tendo sido possivel uma compreensao dos fatores
epidemioldgicos que potencialmente impactaram a evolugéo da pandemia.

Embora o objetivo principal tenha sido alcangado, ainda existe margem para a
melhoria dos resultados obtidos, especialmente em relagdo as acuracias dos
modelos. Como trabalhos futuros, recomenda-se a exploragao de estratégias para
melhorar a acuracia dos modelos, como a aplicacdo de métodos de selecdo de
atributos e a utilizagdo de algoritmos classificadores mais complexos. Ademais, é
valido considerar explorar a otimizacédo de hiperparametros, incluindo a avaliacdo de
novos hiperparametros que nao foram considerados neste estudo, bem como a
redefinicdo ou expansao do espaco de busca utilizado.
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APENDICE A - OTIMIZAGAO DE HIPERPARAMETROS

Tabela A.1 — Espaco de busca da otimizacao de hiperparametros

Classificador

Hiperparametro

Espaco de busca

Support Vector

Machine (SVM)

Regresséo Logistica

K-nearest
(KNN)

neighbors

Rede Neural Artificial
(RNA)

XGBoost

Random Forest

Arvore De Decis3do

C
kernel
max_iter
solver
penalty
C
n_neighbors

weights
metric

hidden_layer_sizes
alpha
learning_rate_init
learning_rate
max_depth
subsample
n_estimators
max_depth
min_samples_split
max_depth
min_samples_split

min_samples_leaf

(0.01, 10.0)
["linear", "rbf", "poly"]
(500, 10000, step=100)
["Ibfgs","liblinear","saga"]
["I12","[1","none"]
(0.01, 10.0)

(3, 20)
["uniform", "distance"]

["euclidean", "manhattan”,
"minkowski"]

[(50,), (100,), (50, 50)]
(1e-5, 1e-2)
(1e-4, 1e-2)
(0.01, 0.3)
(3, 10)
(0.5, 1.0)
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